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Tóm tҳt 
Trong ngành ngân hàng, quҧn lý rӫi ro tín dөng ngày càng trӣ nên phӭc tҥp và quan 
trӑng trong bӕi cҧnh toàn cҫu hóa. Rӫi ro tín dөng là mӝt trong nhӳng thách thӭc 
chính ÿӕi diӋn các tә chӭc tài chính, khi nhӳng ngѭӡi vay không thӵc hiӋn nghƭa vө
trҧ nӧ theo cam kӃt. ĈӇ giҧm thiӇu rӫi ro này, các phѭѫng pháp hӑc máy ÿã trӣ thành 
mӝt công cө quan trӑng trong viӋc ÿánh giá khҧ năng vay cӫa cá nhân. Nghiên cӭu 
này so sánh hiӋu suҩt cӫa bӕn mô hình hӑc máy phә biӃn: “Cây quyӃt ÿӏnh”, “Rӯng 
ngүu nhiên”, “Máy véctѫ hӛ trӧ”, và “Hӗi quy logistic” trong viӋc ÿánh giá rӫi ro tín 
dөng. Dӳ liӋu ÿã trҧi qua kiӇm thӱ và phân tích cho thҩy mô hình “Rӯng ngүu nhiên” 
vѭӧt trӝi hѫn so vӟi các mô hình còn lҥi, vӟi ÿӝ chính xác cao nhҩt là 93,22 %. KӃt 
quҧ này cung cҩp cái nhìn sâu sҳc vӅ khҧ năng ӭng dөng cӫa các mô hình hӑc máy 
trong viӋc ÿánh giá rӫi ro tín dөng và có thӇ hӛ trӧ các tә chӭc tài chính trong quyӃt 
ÿӏnh vӅ viӋc cҩp tín dөng cho cá nhân. 
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1 Ĉһt vҩn ÿӅ 

Trong xu hѭӟng tài chính hóa toàn cҫu, cá nhân và ngân 
hàng có mӕi quan hӋ cӝng sinh ÿӇ giҧi quyӃt khó khăn 
tài chính. Cá nhân ÿҥt ÿѭӧc mөc tiêu thông qua viӋc 
nhұn các khoҧn vay dành cho các mөc ÿích khác nhau 
làm tăng tính cҥnh tranh trong ngành tài chính, khiӃn 
cho viӋc cho vay tín dөng trӣ thành mӝt phҫn không thӇ 
thiӃu. ĈӇ ÿáp ӭng nhu cҫu ÿó, hiӋn nay có nhiӅu tә chӭc 
tài chính, cҧ ngân hàng và tә chӭc tài chính không thuӝc 
ngân hàng, cung cҩp dӏch vө cho vay tín dөng. Thêm 
vào ÿó, mӝt phҫn ÿáng kӇ cӫa doanh thu cӫa nhӳng tә 
chӭc này ÿӃn trӵc tiӃp tӯ lӧi suҩt thu ÿѭӧc tӯ các khoҧn 
vay. 
Nhӳng rӫi ro ÿáng kӇ liên quan ÿӃn viӋc cҩp vay là ÿiӅu 
khó tránh khӓi. “Rӫi ro tín dөng” ÿӅ cұp ÿӃn nhӳng tình 
huӕng khi ngѭӡi vay không thӇ trҧ lҥi sӕ tiӅn vay theo 
ÿiӅu kiӋn mà cҧ ngѭӡi cho vay và ngѭӡi vay ÿã thӕng 
nhҩt [1]. Mһc dù cҧ hai bên ÿӅu hѭӣng lӧi nhѭng giҧm 

thiӇu rӫi ro trӣ thành mӝt trong nhӳng mөc tiêu chính 
cӫa các tә chӭc cho vay. ĈӇ kiӇm tra ngѭӡi vay trong 
quy trình cho vay truyӅn thӕng, ngân hàng chӫ yӃu sӱ 
dөng “Nguyên tҳc 5C” − Khҧ năng trҧ nӧ, Vӕn, Tính 
cách, ĈiӅu kiӋn và Tài sҧn thӃ chҩp [2]. Tuy nhiên quy 
trình 5C này rõ ràng phө thuӝc nhiӅu vào cҧm tính, chӫ 
yӃu là sӵ ÿánh giá chӫ quan cӫa nhân viên kiӇm soát 
rӫi ro. Ngân hàng và các tә chӭc tài chính khác cҩp vay 
sau khi xác minh và xác nhұn nhѭng vҩn ÿӅ mҩu chӕt 
lҥi là không thӇ tuyӋt ÿӕi xác ÿӏnh liӋu ngѭӡi xin vay 
ÿã chӑn có thӇ trҧ nӧ ÿúng hҥn hay không. 
Theo truyӅn thӕng, ngân hàng thuê các chuyên viên chӍ 
ÿӇ ÿánh giá hӗ sѫ cӫa cá nhân và quyӃt ÿӏnh xem có an 
toàn ÿӇ cҩp vay cho hӑ hay không. Lúc ÿó, hӑ ÿánh giá 
ÿӝ xӭng ÿáng cӫa ngѭӡi vay bҵng mӝt ÿiӇm sӕ sӕ liӋu, 
còn ÿѭ c biӃt ÿӃn là “ĈiӇm tín dөng”. ĈiӇm này giúp 
các cѫ quan quҧn lý ѭӟc lѭӧng xác suҩt ngѭӡi vay trҧ 
nӧ trong thӡi gian và ÿiӅu kiӋn ÿã thӓa thuұn dӵa trên 
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lӏch sӱ tín dөng và/hoһc lӏch sӱ thanh toán cӫa ngѭӡi 
xin vay cùng vӟi nӅn tҧng cӫa hӑ [3]. 
Vӟi sӵ hӛ trӧ cӫa công nghӋ, các nhà nghiên cӭu, ngân 
hàng và các tә chӭc tài chính khác ÿã bҳt ÿҫu sӱ dөng 
các thuұt toán hӑc máy và hӑc sâu ÿӇ ÿào tҥo các mô 
hình có thӇ dӵ ÿoán khҧ năng ÿӫ ÿiӅu kiӋn cӫa mӝt 
ngѭӡi xin vay ÿӇ nhұn ÿѭӧc khoҧn vay dӵa trên lӏch sӱ 
tín dөng và dӳ liӋu khác. Quá trình này có thӇ giúp dӉ 
dàng lӵa chӑn ӭng viên ÿӫ ÿiӅu kiӋn trѭӟc khi chҩp 
thuұn mӝt khoҧn vay. 
Trong lƭnh vӵc ÿánh giá rӫi ro tín dөng, các phѭѫng 
pháp hӑc máy ÿã ÿѭӧc ӭng dөng rӝng rãi vӟi nhiӅu 
nghiên cӭu ÿánh giá vӅ hiӋu suҩt cӫa các phѭѫng pháp 
này. Trong sӕ ÿó, cây quyӃt ÿӏnh (Decision tree, DT), 
rӯng ngүu nhiên (Random Forest, RF), máy véctѫ hӛ 
trӧ (Support Vector Machine, SVM), và hӗi quy 
logistic (Logistic Regression, LR) là nhӳng phѭѫng 
pháp ÿѭӧc quan tâm nhiӅu nhҩt. 
DT là mӝt kӻ thuұt phân loҥi nhanh và dӉ hiӇu, chia nhӓ 
tұp quan sát thành các nhóm nhӓ hѫn dӵa trên mӝt tұp 
luұt và biӃn mөc tiêu cө thӇ [4]. NhiӅu nghiên cӭu ÿã 
chӍ ra hiӋu suҩt cao cӫa DT trong ÿánh giá tín dөng. 
Davis [5] và Galindo và Tamayo [6] ÿӅu nhұn thҩy DT 
có ÿӝ chính xác tѭѫng ÿѭѫng hoһc cao hѫn so vӟi mҥng 
nѫ ron và các mô hình khác. Dù vұy, so vӟi các phѭѫng 
pháp nhѭ SVM hay LR, DT thѭӡng không ÿҥt hiӋu suҩt 
tӕt nhҩt [7]. 
VӅ phѭѫng pháp RF, phѭѫng pháp này xây dӵng mӝt 
tұp hӧp các DT ÿѭӧc huҩn luyӋn trên các tұp dӳ liӋu 
khác nhau bҵng kӻ thuұt bootstrap, vӟi kӃt quҧ dӵ ÿoán 
cuӕi cùng là kӃt quҧ trung bình cӫa tҩt cҧ các cây [8]. 
Loureiro [9] và Xiao [10] ÿӅu nhҩn mҥnh phѭѫng pháp 
RF ÿҥt hiӋu suҩt phân loҥi tín dөng cao hѫn so vӟi các 
mô hình truyӅn thӕng. Trái ngѭӧc quan ÿiӇm ÿó, 
Brown và Mues [11] cǊng nhѭ Butaru [12] lҥi không 
tìm thҩy sӵ vѭӧt trӝi cӫa phѭѫng pháp RF so vӟi các 
phѭѫng pháp khác. 
SVM là mӝt công cө phә biӃn trong ÿánh giá rӫi ro tín 
dөng nhӡ khҧ năng thӵc hiӋn ánh xҥ phi tuyӃn và tránh 
bӏ kҽt tҥi cӵc trӏ cөc bӝ [13, 14]. Tuy nhiên, mӝt sӕ 
nghiên cӭu khác lҥi chӍ ra RF ÿҥt hiӋu suҩt tӕt hѫn so 
vӟi SVM [6, 7, 15].   

LR là mӝt phѭѫng pháp thӕng kê truyӅn thӕng hiӋu quҧ 
trong ÿánh giá tín dөng [14, 16, 17] và tính phә biӃn 
cӫa phѭѫng pháp này là vүn ÿѭӧc sӱ dөng rӝng rãi nhӡ 
tính ÿѫn giҧn cǊng nhѭ phân bӕ lӛi khá cân bҵng [4,18, 
19]. 
Bài báo này nghiên cӭu tұp trung vào các thuұt toán 
hӑc máy ÿӇ tìm ra mô hình phù hӧp nhҩt hiӋn nay ÿӇ 
dӵ ÿoán mӝt khoҧn vay có thӇ xҧy ra mҳc nӧ hay 
không. Các mô hình sӱ dөng trong bài này bao gӗm: 
DT, RF, SVM, và LR. Mӛi mô hình sӁ ÿѭӧc phân tích 
ÿӝc lұp cho bӝ dӳ liӋu, tìm ra các mүu và rút ra kӃt luұn 
tӯ sӵ phân tích này. Cuӕi cùng, dӵa trên phân tích, 
nhóm nghiên cӭu sӁ xác ÿӏnh liӋu mӝt ӭng viên mӟi có 
nӧ khoҧn vay hay không nhҵm giúp ngân hàng và các 
tә chӭc tài chính giҧi quyӃt vҩn ÿӅ truyӅn thӕng. 
Phҫn tiӃp theo cӫa bài báo ÿѭӧc bӕ cөc nhѭ sau: các lý 
thuyӃt nӅn tҧng vӅ các mô hình hӑc máy cǊng nhѭ các 
phѭѫng pháp nghiên cӭu, bao gӗm cách thӭc thu thұp 
dӳ liӋu, quy trình phân tích và các công cө ÿѭӧc sӱ 
dөng trong quá trình nghiên cӭu sӁ ÿѭӧc trình bày trong 
Phҫn 2. Phҫn 3 trình bày cө thӇ các kӃt quҧ nghiên cӭu 
và thҧo luұn. Cuӕi cùng là mӝt sӕ kӃt luұn và ÿӅ xuҩt 
ÿѭӧc ÿѭa ra ӣ Phҫn 4. 

2 Phѭѫng pháp nghiên cӭu 

Hình 1 minh hӑa tәng quan vӅ cҩu trúc cӫa phѭѫng 
pháp ÿѭӧc ÿӅ xuҩt ÿӇ dӵ ÿoán khҧ năng vay tín dөng. 
Nghiên cӭu này tiӃn hành qua các giai ÿoҥn quan trӑng. 
Ĉҫu tiên, dӳ liӋu ÿѭӧc trích xuҩt tӯ cѫ sӣ dӳ liӋu. Sau 
ÿó, giai ÿoҥn tiӅn xӱ lý dӳ liӋu bao gӗm loҥi bӓ giá trӏ 
thiӃu và ngoҥi lӋ, cǊng nhѭ chuҭn hóa dӳ liӋu ÿӇ chuҭn 
bӏ cho viӋc huҩn luyӋn mô hình. Sau giai ÿoҥn tiӅn xӱ 
lý, dӳ liӋu ÿѭӧc phân chia thành hai phҫn: mӝt ÿӇ huҩn 
luyӋn mô hình và mӝt ÿӇ ÿánh giá hiӋu suҩt mô hình, 
ÿҧm bҧo tính khách quan. Bѭӟc quan trӑng tiӃp theo là 
huҩn luyӋn các mô hình hӑc máy khác nhau, bao gӗm 
DT, RF, SVM, và LR. Mөc tiêu chính cӫa nghiên cӭu 
này là kiӇm tra tӍ mӍ và so sánh hiӋu suҩt mӛi mô hình 
ÿӇ xác ÿӏnh giҧi pháp hiӋu quҧ nhҩt cho vҩn ÿӅ nghiên 
cӭu cө thӇ. Cuӕi cùng, thӵc hiӋn phân tích so sánh ÿӝ 
chính xác và kӃt quҧ cӫa mô hình ÿӇ thҧo luұn toàn diӋn 
vӅ hiӋu quҧ cӫa tӯng mô hình và rút ra kӃt luұn quan 
trӑng phù hӧp vӟi vҩn ÿӅ nghiên cӭu. 
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Hình 1  Sѫ ÿӗ dòng cӫa phѭѫng pháp phân tích ÿѭӧc sӱ dөng trong nghiên cӭu này. 

 
2.1 Tұp dӳ liӋu 
Trong phҫn này cӫa nghiên cӭu, tұp dӳ liӋu ÿѭӧc sӱ dөng là “Tұp dӳ liӋu rӫi ro tín dөng” (Credit Risk Dataset) 
[20], ÿѭӧc công bӕ trên nӅn tҧng Kaggle. Tұp dӳ liӋu này bao gӗm khoҧng 300 triӋu giao dӏch vay ÿѭӧc thӵc hiӋn 
bӣi 32 581 cá nhân. Bӝ dӳ liӋu này bao gӗm tәng cӝng 11 ÿһc trѭng, mô tҧ hӗ sѫ cӫa mӛi cá nhân, ÿѭӧc liӋt kê 
trong Bҧng 1. 

           Bҧng 1  Ký hiӋu và ÿӏnh nghƭa biӃn theo các ÿһc ÿiӇm dӳ liӋu 

BiӃn ÿҫu vào Ĉӏnh nghƭa biӃn 
person_age Tuәi cӫa cá nhân 
person_income Thu nhұp hàng năm cӫa cá nhân. 
person_home_ownership Loҥi sӣ hӳu nhà - thuê, thӃ chҩp, thuê mua, sӣ hӳu hoһc khác. 
person_emp_length Thӡi gian làm viӋc cӫa cá nhân (theo năm). 
loan_intent Mөc ÿích cӫa khoҧn vay. 
loan_amnt Sӕ tiӅn ÿѭӧc hoàn trҧ cho ngѭӡi vay. 
loan_int_rate Lãi suҩt ÿӕi vӟi khoҧn vay. 
loan_status Trҥng thái thanh toán khoҧn vay (0 là không vi phҥm, 1 là vi phҥm). 
loan_percent_income Tӹ lӋ phҫn trăm sӕ tiӅn vay theo tәng thu nhұp. 
cb_person_default_on_file Lӏch sӱ các khoҧn nӧ (nӃu có) ÿѭӧc thӵc hiӋn bӣi cá nhân. 
cb_person_cred_hist_length Lӏch sӱ tín dөng cӫa cá nhân. 

Ngoài ra, Bҧng 2 mô tҧ chi tiӃt vӅ các loҥi dӳ liӋu và các ÿһc ÿiӇm thӕng kê cӫa tұp dӳ liӋu. 

            Bҧng 2  Ĉһc ÿiӇm thӕng kê 

No. Attributes Data type 
Min 

Values 
Max 

Values 
Mean 

Standard 
Deviation (std) 

1 person_age int64 20 144 27,73 6,31 
2 person_income int64 4 000 6 000 000 66 649,37 62 356,45 
3 person_home_ownership object - - - - 
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4 person_emp_length float64 0 123 4,79 4,15 
5 loan_intent object - - - - 
6 loan_amnt int64 500 35 000 9 656,49 6 329,68 
7 loan_int_rate float64 5,42 23,22 11,04 3,23 
8 loan_status int64 0 1 0,22 0,41 
9 loan_percent_income float64 0 0,83 0,17 0,11 

10 cb_person_default_on_file object - - - - 
11 cb_person_cred_hist_length int64 2 30 5,79 4,04 

Chú trӑng ÿӃn các bѭӟc tiӅn xӱ lý dӳ liӋu không chӍ 
nhҵm tăng cѭӡng hiӋu suҩt cӫa mô hình mà còn ÿҧm 
bҧo tính toàn vҽn và nhҩt quán cӫa dӳ liӋu ÿҫu vào. 
ĈiӅu này tҥo ra mӝt nӅn tҧng ÿáng tin cұy cho quá trình 
huҩn luyӋn và ÿánh giá mô hình. 
2.2 TiӅn xӱ lý dӳ liӋu 

 
Hình 2  Bҧn ÿӗ nhiӋt ÿӝ tѭѫng quan cӫa tұp dӳ liӋu. 

Trong mөc này, tiӃn hành phân tích trên dӳ liӋu ÿӇ 
chuҭn bӏ cho viӋc xây dӵng mӝt mô hình dӵ ÿoán mҥnh 
mӁ. Quá trình phân tích dӳ liӋu ÿѭӧc mô tҧ nhѭ sau: 
Ki͋m tra giá tr͓ thi͇u: mӝt bѭӟc quan trӑng là kiӇm tra 
xem có giá trӏ thiӃu nào trong tұp dӳ liӋu hay không. 
Bӓ qua các giá trӏ thiӃu có thӇ dүn ÿӃn kӃt quҧ không 
chính xác. Do ÿó, nhóm nghiên cӭu ÿã kiӇm tra kӻ 
lѭӥng các thuӝc tính dӳ liӋu ÿӇ xác ÿӏnh xem có giá trӏ 
thiӃu hoһc NA nào không. Các giá trӏ thiӃu hoһc NA sӁ 
ÿѭӧc xóa hàng tѭѫng ӭng. 
Phân tích t˱˯ng quan: trong quá trình này, viӋc phân 
tích tұp dӳ liӋu ÿã ÿѭӧc thӵc hiӋn ÿӇ ÿánh giá mӭc ÿӝ 
tѭѫng quan giӳa các thuӝc tính. Các ÿһc trѭng hoһc hӋ 
sӕ tѭѫng quan cao có thӇ có ҧnh hѭӣng ÿáng kӇ ÿӃn 

hiӋu suҩt cӫa mô hình phân loҥi. Mӭc ÿӝ tѭѫng quan 
âm cao thѭӡng dүn ÿӃn hiӋu suҩt thҩp. Hình 2 minh hӑa 
mӝt cách trӵc quan vӅ ma trұn tѭѫng quan cӫa tұp dӳ 
liӋu, thӇ hiӋn mӭc ÿӝ tѭѫng quan giӳa các cһp biӃn 
thông qua các hӋ sӕ tѭѫng quan tӯ −1 ÿӃn 1. Chҷng hҥn 
nhѭ khoҧn vay (loan_amnt) và tӹ lӋ khoҧn vay trên thu 
nhұp (loan_percent_income) có mӕi quan hӋ tích cӵc 
và có hӋ sӕ tѭѫng quan là 0,61. Ma trұn tѭѫng quan 
thѭӡng ÿѭӧc sӱ dөng trong phân tích thӕng kê và khoa 
hӑc dӳ liӋu ÿӇ ÿánh giá mӭc ÿӝ liên kӃt giӳa các biӃn 
và phát hiӋn ra các mүu hoһc mӕi quan hӋ trong dӳ liӋu. 
Chu̱n hóa ÿ̿c tr˱ng: tұp dӳ liӋu vӅ khҧ năng cho vay 
tín dөng bao gӗm các thuӝc tính ÿѭӧc ÿo trên các thang 
ÿo khác nhau. Sӵ khác biӋt này có thӇ làm ҧnh hѭӣng 
ÿӃn hiӋu suҩt cӫa mô hình. ĈӇ giҧi quyӃt vҩn ÿӅ này, 
các thuӝc tính ÿã ÿѭӧc chuҭn hóa ÿӇ có cùng mӝt thang 
ÿo tӯ 0 ÿӃn 1 bҵng công thӭc toán hӑc nhѭ sau: 

min( )
,

max( ) min( )scale

x x
x

x x





 

trong ÿó, x là giá trӏ gӕc mà ta muӕn chuҭn hóa, scalex là 

giá trӏ ÿã ÿѭӧc chuҭn hóa cӫa x, min(x) là giá trӏ nhӓ 
nhҩt trong tұp dӳ liӋu, và max(x) là giá trӏ lӟn nhҩt cӫa 
tұp dӳ liӋu.  
2.3 Các mô hình hӑc máy 
Trong phҥm vi cӫa nghiên cӭu này, bӕn phѭѫng pháp 
hӑc máy có giám sát phә biӃn ÿã ÿѭӧc ÿánh giá ÿӇ so 
sánh hiӋu suҩt cӫa các phѭѫng pháp này trên tұp dӳ liӋu 
rӫi ro tín dөng. Do ÿó, các kӻ thuұt nhѭ DT, RF, SVM, 
và LR ÿã ÿѭӧc triӇn khai bҵng cách so sánh hiӋu suҩt 
cӫa các phѭѫng pháp này dӵa trên ma trұn nhҫm lүn 
(Confusion Matrix), ÿӝ chính xác (Accuracy), ÿӝ chuҭn 
xác (Precision), ÿӝ nhҥy (Recall), và ÿiӇm F1 (F1 
Score). Các kӻ thuұt này ÿѭӧc ÿánh giá ÿӇ phân tích 
hiӋu quҧ cӫa các phѭѫng pháp hӑc máy khác nhau trên 
cùng mӝt tұp dӳ liӋu. Các thuұt toán này ÿѭӧc ѭa 
chuӝng vì dӉ triӇn khai và có thӇ tҥo ra kӃt quҧ tӕt vӅ 
hiӋu suҩt.  
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2.3.1 Mô hình cây quyӃt ÿӏnh 
Cây quyӃt ÿӏnh (DT) là mӝt trong nhӳng công cө mҥnh 
mӁ nhҩt cӫa các thuұt toán hӑc có giám sát ÿѭӧc sӱ dөng 
cho cҧ các nhiӋm vө phân loҥi và hӗi quy. DT xây dӵng 
mӝt cҩu trúc cây giӕng nhѭ mӝt biӇu ÿӗ dòng ÿiӅu chӍnh, 
trong ÿó mӛi nút nӝi bӝ biӇu thӏ mӝt kiӇm tra trên mӝt 
thuӝc tính, mӛi nhánh biӇu thӏ mӝt kӃt quҧ cӫa kiӇm tra, 
và mӛi nút lá (nút cuӕi cùng) chӭa mӝt nhãn lӟp. DT ÿѭӧc 
xây dӵng bҵng cách chia tách ÿӋ quy dӳ liӋu huҩn luyӋn 
thành các tұp con dӵa trên các giá trӏ cӫa các thuӝc tính 
cho ÿӃn khi ÿáp ӭng ÿѭӧc mӝt ÿiӅu kiӋn dӯng, chҷng hҥn 
nhѭ ÿӝ sâu tӕi ÿa cӫa cây hoһc sӕ lѭӧng mүu tӕi thiӇu cҫn 
thiӃt ÿӇ chia mӝt nút. 
Trong quá trình huҩn luyӋn, thuұt toán DT chӑn thuӝc tính 
tӕt nhҩt ÿӇ chia dӳ liӋu dӵa trên mӝt phѭѫng pháp ÿánh 
giá nhѭ entropy hoһc ÿӝ không chҳc chҳn Gini, ÿo lѭӡng 
mӭc ÿӝ không thuҫn khiӃt hoһc ngүu nhiên trong các tұp 
con. Mөc tiêu là tìm thuӝc tính tӕi ѭu nhҩt mà tăng thông 
tin hoһc giҧm ÿӝ không thuҫn khiӃt sau khi chia.  Ngѭӡi 
ÿӑc, có thӇ xem các tài liӋu [21-25] ÿӇ có thӇ hiӇu sâu hѫn 
vӅ mô hình DT. Ngoài ra, các ӭng dөng cӫa mô hình DT 
có thӇ xem ӣ tài liӋu [26-28]. 
2.3.2 Mô hình rӯng ngүu nhiên 
Mӝt thuұt toán RF là mӝt thuұt toán hӑc máy giám sát 
cӵc kǤ phә biӃn và ÿѭӧc sӱ dөng cho các vҩn ÿӅ phân 
loҥi và hӗi quy trong hӑc máy, biӃt rҵng mӝt khu rӯng 
bao gӗm nhiӅu cây, và càng nhiӅu cây càng mҥnh mӁ 
hѫn. Tѭѫng tӵ, càng nhiӅu cây trong mӝt thuұt toán RF, 
ÿӝ chính xác và khҧ năng giҧi quyӃt vҩn ÿӅ cӫa thuұt 
toán ÿó càng cao. RF là mӝt bӝ phân loҥi có chӭa nhiӅu 
DT trên các tұp con khác nhau cӫa tұp dӳ liӋu ÿã cho 
và lҩy trung bình ÿӇ cҧi thiӋn ÿӝ chính xác dӵ ÿoán cӫa 
tұp dӳ liӋu ÿó. Thuұt toán này dӵa trên khái niӋm hӑc 
hӧp tác, ÿó là quá trình kӃt hӧp nhiӅu bӝ phân loҥi ÿӇ 
giҧi quyӃt mӝt vҩn ÿӅ phӭc tҥp và cҧi thiӋn hiӋu suҩt 
cӫa mô hình. Ngѭӡi ÿӑc, có thӇ xem các tài liӋu [29, 
30] ÿӇ có thӇ hiӇu sâu hѫn vӅ mô hình RF Ngoài ra, 
ngѭӡi ÿӑc có thӇ xem các ӭng dөng cӫa mô hình RF ӣ 
tài liӋu [31]. 
2.3.3 Mô hình máy véctѫ hӛ trӧ 
Máy véctѫ hӛ trӧ (SVM) là mӝt phѭѫng pháp trong 
thӕng kê và khoa hӑc máy tính. Phѭѫng pháp này ÿѭӧc 
sӱ dөng ÿӇ phân loҥi và phân tích dӳ liӋu. SVM là thuұt 
toán phân loҥi nhӏ phân, tӭc là phân loҥi dӳ liӋu thành 
hai lӟp khác nhau. Thuұt toán SVM xây dӵng mӝt mô 
hình ÿӇ phân loҥi các ví dө vào hai lӟp ÿó. Mô hình 
SVM biӇu diӉn các ÿiӇm trong không gian và lӵa chӑn 
ranh giӟi giӳa hai lӟp sao cho khoҧng cách tӯ các ví dө 

luyӋn tұp tӟi ranh giӟi là xa nhҩt có thӇ. SVM cǊng có 
thӇ ánh xҥ dӳ liӋu vào không gian mӟi ÿӇ phân tách các 
ÿiӇm dӳ liӋu dӉ dàng hѫn. Trong tóm tҳt, SVM là mӝt 
công cө mҥnh mӁ trong hӑc máy, giúp phân loҥi và 
phân tích dӳ liӋu dӵa trên viӋc xây dӵng các siêu phҷng 
tӕi ѭu ÿӇ phân chia các lӟp dӳ liӋu. Ngѭӡi ÿӑc, có thӇ 
xem các tài liӋu [32] ÿӇ có thӇ hiӇu sâu hѫn vӅ mô hình 
SVM. Ngoài ra, các ӭng dөng cӫa mô hình SVM có thӇ 
xem ӣ tài liӋu [33]. 
2.3.4 Mô hình hӗi quy logistic 
LR là mӝt thuұt toán phân loҥi khác, thѭӡng ÿѭӧc sӱ 
dөng ÿӇ phân loҥi quan sát vào mӝt tұp hӧp các lӟp riêng 
biӋt. Thuұt toán này ÿѭӧc suy ra tӯ lý thuyӃt xác suҩt và 
là mӝt loҥi thuұt toán dӵ ÿoán. Giҧ thuyӃt cӫa LR có xu 
hѭӟng giӟi hҥn hàm chi phí. Hàm này chuyӇn ÿәi bҩt kǤ 
giá trӏ thӵc nào thành mӝt phҥm vi tӯ 0 ÿӃn 1 ÿѭӧc biӃt 
ÿӃn vӟi tên gӑi là hàm sigmoid. Hàm sigmoid ÿѭӧc sӱ 
dөng ÿӇ ánh xҥ dӵ ÿoán thành xác suҩt. Phѭѫng trình cӫa 
LR ÿѭӧc biӇu diӉn nhѭ sau: 

0 1 1 2 2log ... .
1 n n

y
b b x b x b x

y

 
      

 

Trong ÿó, y là biӃn phө thuӝc thѭӡng là xác suҩt ÿӇ mӝt 

sӵ kiӋn xҧy ra, 1 2, ,..., nx x x là các biӃn ÿӝc lұp, và 

1 2, ,..., nb b b là các hӋ sӕ cӫa mô hình. Ngѭӡi ÿӑc, có thӇ 

xem các tài liӋu [34, 35] ÿӇ có thӇ hiӇu sâu hѫn vӅ mô 
hình LR. Ngoài ra, các ӭng dөng cӫa mô hình LR có 
thӇ xem ӣ tài liӋu [36]. 

3 KӃt quҧ và thҧo luұn 

Trong phҫn này, ÿӅ cұp ÿӃn viӋc so sánh và thҧo luұn 
vӅ hiӋu suҩt cӫa bӕn thuұt toán hӑc máy ÿѭӧc giám sát 
nhѭ các bӝ phân loҥi, bao gӗm DT, RF, SVM, và LR. 
Tұp huҩn luyӋn và kiӇm tra ÿѭ c chӑn ngүu nhiên vӟi 
tӹ lӋ 80 % dӳ liӋu huҩn luyӋn và 20 % dӳ liӋu kiӇm tra 
dӵa trên dӳ liӋu gӕc ÿӇ nghiên cӭu vӅ ÿӝ chính xác và 
hiӋu suҩt cӫa bӝ phân loҥi. 
3.1 Môi trѭӡng thӵc nghiӋm 
Trong nghiên cӭu này, các thí nghiӋm ÿã ÿѭ c thӵc 
hiӋn trên máy tính MacBook Air chҥy hӋ ÿiӅu hành 
Windows 10 Professional, vӟi CPU Intel Core i5 
5250U 1,60 GHz, card ÿӗ hӑa tích hӧp Intel HD 
Graphics 6000, và bӝ nhӟ RAM DDR3 4 GB. Mã 
nguӗn ÿѭӧc viӃt bҵng ngôn ngӳ lұp trình Python phiên 
bҧn 3.10.5. 
3.2 Ĉánh giá hiӋu suҩt các mô hình hӑc máy 
Ĉánh giá hiӋu suҩt là mӝt phҫn quan trӑng cӫa mӝt kӻ 
thuұt phân loҥi. Các ÿӝ ÿo hiӋu suҩt giúp xác ÿӏnh mô 
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hình phân loҥi tӕt nhҩt. HiӋu suҩt cӫa mӝt kӻ thuұt phân 
loҥi có thӇ ÿѭ c ÿo dӵa trên ma trұn nhҫm lүn, ÿӝ chính 
xác, ÿӝ chính xác, ÿӝ nhҥy, và ÿiӇm F1. 
Ma tr̵n nh̯m l̳n là mӝt cҩu trúc dӳ liӋu mô tҧ và tәng 
hӧp kӃt quҧ dӵ ÿoán trong các vҩn ÿӅ phân loҥi. Trong ma 
trұn nhҫm lүn, hàng sӵ kiӋn ÿѭ c gán nhѭ “Dӵ ÿoán +” 
và hàng không có sӵ kiӋn ÿѭ c gán nhѭ “Dӵ ÿoán -”. Sau 
ÿó, cӝt sӵ kiӋn cӫa các dӵ ÿoán ÿѭ c gán nhѭ "True" và 
không có sӵ kiӋn nào ÿѭ c gán nhѭ “False”, và biӇu diӉn 
cӫa ma trұn nhҫm lүn ÿѭ c thӇ hiӋn trong Bҧng 3. Ӣ ÿây, 
True Positive (TP) có nghƭa là kӃt quҧ dӵ ÿoán là ÿúng và 
kӃt quҧ thӵc tӃ cǊng là ÿúng. False Positive (FP) có nghƭa 
là kӃt quҧ dӵ ÿoán là ÿúng nhѭng kӃt quҧ thӵc tӃ lҥi là sai. 
Khi kӃt quҧ dӵ ÿoán là sai nhѭng kӃt quҧ thӵc tӃ lҥi là 
ÿúng, tình huӕng này ÿѭ c gӑi là False Negative (FN). 
NӃu kӃt quҧ dӵ ÿoán là sai và kӃt quҧ thӵc tӃ cǊng là sai, 
ÿiӅu này ÿѭ c gӑi là True Negative (TN). 
Bҧng 3  Ma trұn nhҫm lүn ÿӕi vӟi phân lӟp nhӏ phân 

 Chân trӏ + Chân trӏ - 
Dӵ ÿoán + TP FP 
Dӵ ÿoán - FM TN 

Ĉ͡ chính xác: ÿӝ chính xác ÿo lѭӡng tӍ lӋ các dӵ ÿoán 
chính xác trên tәng sӕ dӵ ÿoán. Công thӭc tính ÿӝ chính 
xác là: 

Ĉӝ chính xác .
TP TN

TP TN FP FN




  
  

Ĉ͡ chu̱n xác: ÿӝ chuҭn xác ÿo lѭӡng tӍ lӋ các “Dӵ 
ÿoán +” là ÿúng trong sӕ các “Dӵ ÿoán +”. Công thӭc 
tính ÿӝ chuҭn xác là: 

Ĉӝ chuҭn xác .
TP

TP FP



 

Ĉ͡ nh̩y: ÿӝ nhҥy ÿo lѭӡng tӍ lӋ các dӵ ÿoán positive 
là ÿúng trong sӕ các mүu thӵc sӵ là positive. Công thӭc 
tính ÿӝ nhҥy là: 

Ĉӝ nhҥy .
TP

TP FN



 

Ĉi͋m F1: ÿiӇm F1 là trung bình ÿiӅu hòa cӫa ÿӝ chuҭn 
xác và ÿӝ nhҥy. ĈiӇm F1 cung cҩp mӝt phép ÿo tәng thӇ 
vӅ hiӋu suҩt cӫa mô hình. Công thӭc tính ÿiӇm F1 là: 

Đ݅዇݉ ܨͳ ൌ ʹ ൈ
Đዒ ݄ܿݑኺ݊ ݔáܿ ൈ Đዒ ݄݊኶ݕ
Đዒ ݄ܿݑኺ݊ ݔáܿ ൅ Đዒ ݄݊኶ݕ  

3.3 Phân tích kӃt quҧ 
KӃt quҧ cӫa cuӝc so sánh hiӋu quҧ mô hình hӑc máy 
trong ÿánh giá rӫi ro tín dөng ÿã ÿѭ c thӵc hiӋn và tәng 
hӧp trong Bҧng 4 dѭӟi ÿây: 

 Bҧng 4 So sánh kӃt quҧ ÿҥt ÿѭ c tӯ nghiӋm cӫa 4 mô hình hӑc máy 
 Ĉӝ chính xác Ĉӝ chuҭn xác Ĉӝ nhҥy ĈiӇm F1 
Cây quyӃt ÿӏnh  0,8852 0,7306 0,7640 0,7470 
Rӯng ngүu nhiên 0,9322 0,9631 0,7218 0,8252 
Máy véctѫ hӛ trӧ 0,9085 0,9182 0,6450 0,7577 
Hӗi quy Logistic 0,8614 0,7626 0,5446 0,6354 

Nhìn chung, mô hình RF ÿã ÿҥt ÿѭ c hiӋu suҩt cao nhҩt vӟi 
ÿӝ chính xác ÿҥt 93,22 % và ÿiӇm F1 là 0,8252. Mһc dù mô 
hình này cǊng có ÿӝ nhҥy tѭѫng ÿӕi cao, nhѭng mô hình 
DT thӇ hiӋn hiӋu suҩt tӕt nhҩt vӟi ÿӝ nhҥy là 76,40 %. Mô 
hình SVM cǊng cho thҩy kӃt quҧ ҩn tѭӧng, nhѭng vүn thҩp 
hѫn so vӟi RF. Trong khi ÿó, mô hình LR có hiӋu suҩt thҩp 
nhҩt trong sӕ các mô hình, ÿһc biӋt là ÿӕi vӟi ÿӝ nhҥy và 
ÿiӇm F1. Tuy nhiên, ÿiӅu này không làm mҩt ÿi sӵ quan 
trӑng cӫa mô hình LR trong mӝt sӕ tình huӕng cө thӇ trong 
thӵc tӃ. 

4 KӃt luұn và ÿӅ xuҩt 

Trong nghiên cӭu này, kӃt quҧ phân tích hiӋu suҩt cӫa 
các mô hình hӑc máy trong ÿánh giá rӫi ro tín dөng 
ÿѭ c tәng hӧp lҥi và rút ra mӝt sӕ kӃt luұn quan trӑng 
cùng vӟi ÿӅ xuҩt nhѭ sau: 

Hi͏u sṷt cͯa các mô hình: kӃt quҧ thӱ nghiӋm cho 
thҩy mô hình RF ÿҥt ÿѭ c hiӋu suҩt cao nhҩt vӟi ÿӝ 
chính xác ÿҥt 93,22 % và ÿiӇm F1 là 0,8252. Mô hình 
này cǊng có ÿӝ nhҥy tѭѫng ÿӕi cao, ÿҥt 72,18 %. 
˰u ÿi͋m và h̩n ch͇ cͯa mô hình: mô hình RF ÿã chӭng 
minh sӭc mҥnh cӫa mình thông qua hiӋu suҩt ҩn tѭӧng, 
tuy nhiên, ÿӇ áp dөng trong thӵc tӃ, cҫn phҧi cân nhҳc 
kӻ vӅ ÿӝ phӭc tҥp và thӡi gian tính toán. Trong khi ÿó, 
mô hình DT ÿã thӇ hiӋn hiӋu suҩt tӕt nhҩt vӟi tӹ lӋ ÿӝ 
nhҥy lên ÿӃn 76,40 %. Tuy nhiên, mӝt hҥn chӃ ÿáng lѭu 
ý cӫa mô hình DT là khҧ năng dӉ bӏ quá khӟp 
(overfitting). HiӋn tѭӧng này xҧy ra khi mô hình "hӑc" 
dӳ liӋu huҩn luyӋn quá mӭc, dүn ÿӃn viӋc hiӇu nhҫm 
và nhiӉu các dӳ liӋu mӟi, ҧnh hѭӣng ÿӃn khҧ năng tәng 
quát hóa cӫa mô hình. 
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Ĉ͉ xṷt cho t˱˯ng lai: ÿӇ nâng cao hiӋu suҩt cӫa các mô hình, nhóm ÿӅ xuҩt tiӃp tөc nghiên cӭu và thӱ nghiӋm 
các kӻ thuұt mӟi nhѭ tӕi ѭu hóa siêu tham sӕ, kӻ thuұt xӱ lý dӳ liӋu mҩt cân bҵng, và viӋc sӱ dөng các mô hình kӃt 
hӧp. Ĉӗng thӡi, cҫn thӵc hiӋn thêm các nghiên cӭu và thӱ nghiӋm trên các tұp dӳ liӋu lӟn và ÿa dҥng ÿӇ ÿánh giá 
sӵ tәng quát và tính linh hoҥt cӫa các mô hình 
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Comparing the Effectiveness of Machine Learning Models in Credit Risk Assessment 
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Abstract  In the banking sector, credit risk management is becoming increasingly complex and crucial in the 
context of globalization. Credit risk is one of the primary challenges for financial institutions when borrowers fail 
to fulfill debt repayment obligations as promised. To mitigate this risk, machine learning methods have become 
important tools in assessing individual borrowing capabilities. In this study, we compare the performance of four 
popular machine learning models: Decision Tree, Random Forest, Support Vector Machine, and Logistic 
Regression in credit risk assessment. The data underwent testing and analysis, showing that the Random Forest 
model outperformed the others, with the highest accuracy of 93.22 %. These results provide profound insights into 
the applicability of machine learning models in credit risk assessment and may assist financial institutions in 
making decisions regarding individual credit issuance. 
Keywords  Machine Learning, Decision Tree, Random Forest, Support Vector Machine, Logistic Regression. 


